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あらまし モバイル端末の普及に伴い、通信ネットワークに流れるトラヒック量は、量・変動ともに増大している。

これに対し、変動するトラヒックを収容する技術として予測型トラヒックエンジニアリング (TE)に関する検討が進
められている。予測型 TEでは、予測されたトラヒック量に基づいて、ネットワーク資源を動的に割り当てる。その
ため、トラヒックの予測精度が、予測型 TEの制御性能に大きな影響を与える。従来、過去のトラヒック変動の時系
列からトラヒックを予測する手法が検討されてきた。しかしながら、そのような手法では、過去のトラヒック変動に

は予兆が含まれていないものを予測することができない。これに対し、そのような予兆は、現実世界を反映したソー

シャルメディアデータに含まれている可能性がある。本稿では、ソーシャルメディアデータにそのような予兆が含ま

れているかについて確認する。確認するにあたり、ソーシャルメディアデータから情報を抽出し、抽出した情報に基

づいて非日常なトラヒック変動が発生している時間帯を予知する手法を提案する。総トラヒック量に基づいて非日常

的なトラヒック変動を予知する手法と比較し、評価を行うことで、現実世界に起因する非日常的なトラヒック変動の

予兆がソーシャルメディアデータから抽出できることを示す。
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Abstract The amount of traffic through networks is increasing both in quantity and in fluctuation as the mobile
terminals become popular. Predictive Traffic Engineering (TE) is one approach to accommodating the fluctuating
traffic. Predictive TE allocates the resources in advance before the traffic changes by using the predicted traffic.
For predictive TE, the accurate prediction of the future traffic is important. Thus, many methods to predict the
future traffic from the traffic rates in the previous time slots have been proposed. However, these method cannot
predict the traffic changes whose signs are not included in the previously observed traffic. On the other hand, the
signs may be included in social media data reflecting the real world. In this paper, we investigate the signs of the
traffic changes caused by the events in the real world included in the social media data. To investigate them, we
propose a method to extract information related to the real-world events, and a method to forecast the unusual
traffic changes based on the extracted information. We evaluate our forecasting method compared with a method
to forecast based on the total traffic rate. Based on the results, we discuss the signs of the traffic changes caused by
the events in the real world. The results indicate that the signs of the unusual traffic changes are included in social
media data.
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1. は じ め に

スマートフォンやタブレットといった高機能なモバイル端末

の普及に伴い、ネットワークを流れるトラヒック量は、量・変

動ともに大きくなっている。ネットワークを提供する通信事業

者は、このような大きなトラヒック変動にも対応し、通信品質

を維持することが求められる。従来、このような変動に対応し

た通信品質の維持は、ネットワーク内の各地点に十分な資源を

用意することにより行われてきた。しかしながら、この方法で

は、実際のトラヒックを収容するのに必要な資源と比べて、著

しく大きな資源を準備する必要があり、多大なコストがかかる。

上記の問題に対応するために、ネットワークを動的に制御

する手法の検討が進められている [1], [2]。これらの手法では、
ネットワークの各地点におけるトラヒック量の変化に応じて、

ネットワーク上のリソースを調整することにより、資源が必要

な箇所に十分な資源を割り当て、サービス品質の低下を防ぐ。

上記のようなネットワーク制御により、トラヒック変動によ

る通信品質の劣化を防ぐためには、通信品質が劣化する前に、

通信品質を劣化させるような変動の発生を予測し、制御を行う

必要がある。我々の研究グループでは、トラヒック変動を予測

して、前もって制御を行う予測型のネットワーク制御技術の研

究を進めてきた [3]。トラヒック変動に関する予測値に基づい
て、仮想化されたネットワーク機能の位置を徐々に変更するこ

とにより、急激な設定変更を行わなくてもトラヒック変動に追

随可能であることを示している。

ネットワークに将来流れるトラヒックの予測方法に関しては、

様々な検討が進められてきた [4]～[6]。これらのトラヒック予
測手法では、過去に観測されたトラヒックの時系列データをも

とに、トラヒック変動モデルのパラメータを推定し、そのトラ

ヒック変動モデルを用いて将来のトラヒック変動を予測する。

しかしながら、これらの予測手法では、現実世界で発生したイ

ベントに伴い、ネットワークを利用するユーザが局所的に集中

するといった、過去のトラヒック変動には予兆が含まれないよ

うなトラヒック増加を予測することはできない。このような現

実世界で発生したイベントに起因する、非日常的なトラヒック

変動は、高機能なモバイル端末の普及に伴い大きくなっている。

これに対し、非日常的なトラヒック変動の予兆は、現実世界

を反映したソーシャルメディアデータに含まれている可能性が

ある。高機能モバイル端末の普及に伴い、ソーシャルメディア

は著しく成長を続けており、人々の行動に関する多様なデー

タを取得することが可能である。現在、情報科学の分野では、

ソーシャルメディアから得られるデータの活用に関して様々な

検討が進められている [7], [8]。このことから、トラヒック予測
の分野への応用も期待することが出来る。ソーシャルメディア

から得られる情報をもとに、イベントを検出し、当該イベント

に起因するトラヒック量を予測することによって、従来のトラ

ヒック予測手法に比べて予測精度が向上し、予測型の動的ネッ

トワーク制御の性能を向上させることが可能となる。

そこで、本稿では、ソーシャルメディアデータを解析するこ

とで、非日常的なトラヒック変動の発生を予知出来ることを

確認する。確認するにあたり、現実世界で発生したイベントに

よって、非日常的なトラヒック変動が発生している時間帯を予

知する手法を提案する。提案手法では、Twitterのツイート情
報を解析し、予知に用いる。ユーザがツイートする内容は、現

実世界で発生するイベントを反映したものである。提案手法で

は、ツイートを解析することにより、現実世界で発生している

イベントを検知し、当該イベントに関連するツイート数の伸び

により、当該イベントの規模を予測し、予測されたイベントの

規模に基づき、非日常的なトラヒック変動の発生を予知する。

以降の本稿の構成は次の通りである。2.では、非日常的トラ
ヒック変動の予兆となる情報をソーシャルメディアデータから

抽出する方法と、抽出された情報を用いた非日常的トラヒック

変動予知手法について述べる。3.では、提案手法を評価し、評
価結果にもとづいて、非日常トラヒック変動の予兆について考

察を行う。4.で、まとめと今後の課題について述べる。

2. ソーシャルメディアデータからの情報抽出

本章では、現実世界で発生したイベントに起因するトラヒッ

ク変動の予兆を含む情報をソーシャルメディアから抽出する手

法について述べる。抽出された情報にそのような予兆が含まれ

ている場合、非日常的トラヒック変動の予知精度を向上させる

ことが可能となる。そこで、本稿では、抽出された情報を用い

て非日常的トラヒック変動を予知する手法についても検討する。

2. 1 ソーシャルメディアデータの概要

本稿では、ソーシャルメディアデータとして、Twitter Stream-
ing API [9]から得られたツイートを用いる。Twitterでは、各
ユーザが投稿するものはツイートと呼ばれる短文であり、気軽

に投稿できるため、当該ユーザの現在の状況に関連したツイー

トが多くある。そのため、現実世界で発生しているイベントを

検知することが可能であると考えられる。また、Twitterでは、
ツイートを行う際に、当該ツイートを行った位置情報を付与す

ることが可能であり、他のユーザと位置情報を共有することが

できる。本稿では、ソーシャルメディアデータから現実世界に

おいて各地域で発生するイベントに起因する非日常的なトラ

ヒック変動を早期に予知することを目指しており、各地域のイ

ベントを検知するためには、上述のツイートの付与された位置

情報は有用である。ツイートに付与された位置情報をもとにす

ることにより、特定の地域のみで特定の単語の出現頻度が高く

なると、当該単語に関するイベントが発生したと検知すること

が可能となる。以上の理由から、位置情報付きのツイートを用

いて、非日常的なトラヒック変動を予知することとした。

2. 2 イベント関連単語の抽出

ツイートに含まれるテキストには、現在もしくは将来発生す

る現実世界のイベントに関連した単語 (イベント関連単語) が
含まれていると考えられる。そのため、テキストを解析すれ

ば、非日常的なトラヒック変動の予兆を把握することが可能と

なる。イベント関連単語を抽出するにあたり、ツイートに含ま

れるテキストを形態素解析によって品詞分解し、その中から名

詞を抽出する。そして、抽出された名詞の中から、イベント関

連単語を抽出する。イベント関連単語は、情報探索やテキスト

— 2 —



マイニングの分野で利用される、TFIDF [10](Term Frequency
Inverse Document Frequency )を用いて抽出する。
本節では、TFIDFの概要を記したのち、イベント関連単語

抽出における TFIDFの適用方法について記す。
2. 2. 1 TFIDFの概要
TFIDFは、ある文書に出現した単語の重要度を表す指標で

ある。ここで、文書 dに含まれる単語 tの TFIDFを F (t, d)と
したとき、F (t, d)は以下のように定義される。

F (t, d) = tf(t, d) · idf(t) (1)

tf(t, d)は、文書 dにおける単語 tの出現頻度であり、idf(t)は、
単語 t の逆文書頻度である。tf(t, d) は、以下のように定義さ
れる。

tf(t, d) = nt,d∑
s∈Wd

ns,d
(2)

nt,d は、文書 dにおける単語 tの出現回数を表しており、Wd

は文書 d に含まれる単語の集合である。
∑

s∈Wd
ns,d は、Wd

の要素となっている全ての単語の、文書 dにおける出現回数の

総和を表す。また、idf(t)は、以下のように定義される。

idf(t) = log N

df(t) (3)

N は総文書数であり、df(t)は単語 tが出現する文書数を表し

ている。idf(t)は単語 tが出現する文書数が増加するにつれて、

値が減少する。すなわち、idf(t)は、単語 tの重要度を表す。複

数の文書にまたがって出現する単語は重要度が低い単語として

IDF値は小さくなり、特定の文書にのみ出現する単語は重要度
が高い単語として IDF値は大きくなる。すなわち、F (t, d)が
大きい単語は、文書 dに含まれる単語のうち、特徴的な単語と

みなされることとなる。

2. 2. 2 ソーシャルメディアデータへの TFIDFの適用
イベント関連単語は、普段はツイートに含まれる頻度が少な

い単語であるが、イベントが発生している場合はその出現頻度

が上昇する。すなわち、イベント関連単語は、イベントが発生

する時間帯の特徴的な単語であるといえる。

そこで、我々はイベント関連単語抽出に TFIDFを適用する。
しかしながら、各ツイートに含まれるテキストの文字数は最大

で 140文字と制限されているため、1つのツイートを文書をみ
なし、TFIDFを適用すると、特徴的な単語を抽出することが
難しくなる。そこで、本研究では、予め定義した一定時間 (タ
イムスロット)の間に投稿された全ツイートに含まれる単語か
らなる文書を生成する。そして、生成された文書を用いて、当

該文書内に含まれる単語の TFIDFを算出し、高い TFIDFを
有する単語をイベント関連単語とみなす。

以下では、ツイートデータに対する TFIDF適用手順を説明
する。

日付 D のタイムスロット T で投稿されたツイートの集合を

GT,D として表記したとき、GT,D は以下のように定義される。

GT,D = {vt|ST,D ≦ t < ST +1,D} (4)

ただし、vt は時刻 tで投稿されたツイートであり、ST,D は日

付 D のタイムスロット T の開始時刻を表す。

また、日付 D のタイムスロット T で投稿されたツイートに

含まれている名詞の集合を NT,D として表記したとき、NT,D

は以下のように定義される。

NT,D = {w|w ∈ N(v), v ∈ GT,D} (5)

ただし、N(v)はツイート v に含まれている名詞の集合である。

ネットワークに流れるトラヒックに大きな影響を与える現実

世界のイベントが発生した場合、イベント関連単語の出現頻度

が急増する。そこで、本稿では、出現頻度が高い単語に焦点を

当て、TFIDFを適用しイベント関連単語を抽出する。ここで、
NT,D の部分集合 NT,D,z を以下に定義する。

NT,D,z = {w1, w2, . . . , wz ∈ NT,D} (6)

ただし、wiはNT,Dに含まれた名詞であり、添字 iはFT,D(wi) ≧
FT,D(wi+1)になるように設定される。FT,D(w)は、日付Dの

タイムスロット T で投稿されたツイートにおける w の出現回

数である。すなわち、日付 D のタイムスロット T で投稿され

たツイートについて、出現回数の上位 z の名詞からなる集合が

NT,D,z で表される。

本稿では、日付Dのタイムスロット T に関して、w ̸∈ NT,D,z

を除外したうえで、当該タイムスロットでの全ツイートを連結

した文書 dT,D を作成する。

そして、NT,D,z の要素である wについて、当該単語の指標を

TFIDF にもとづいて算出する。ここで、当該指標を Mw,T,D

としたとき、Mw,T,D は以下のように定義される。

Mw,T,D = FT,D(w)∑
s∈NT,D,zFT,D(s)

· log |BT,D|
|Bw,T,D| (7)

ただし、BT,D は日付Dのタイムスロット T と比較するタイム

スロットの集合であり、Bw,T,D は BT,D の各要素について、w

を含むツイートが存在するタイムスロットが要素となる部分集

合である。また、BT,D は以下のように定義される。

BT,D = {(T, D)}
x∪

i=1

BT,D−i,y (8)

ただし、BT,D,y は日付 D のタイムスロット T − y から T + y

までのタイムスロットの集合である。

Mw,T,D が高い単語が、日付Dのタイムスロット T で投稿さ

れたツイートに含まれる特徴的な単語を表す。しかしながら、

Mw,T,D を算出する際の比較対象であるタイムスロットのうち、

過半数で出現する単語については、本稿ではイベント関連単語

とみなさないものと定める。すなわち、NT,D,z の要素である単

語について、以下の式を満たし、かつMw,T,D が高い上位 uの

単語を、日付 D のタイムスロット T でのイベント関連単語と

定める。

|Bw,T,D| ≦ α (9)

ただし、αはパラメータである。
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2. 3 抽出単語にもとづく非日常的トラヒック変動予知

非日常的トラヒック変動の予兆は、イベント関連単語及び

当該イベント関連単語を含むツイート数であると推察してい

る。そこで、本稿では、非日常的トラヒック変動の予兆につい

て議論するにあたり、イベント関連単語にもとづき非日常的

トラヒック変動を予知する手法 (CbFmethd; Contents based
Forecasting method)を提案する。
現実世界のイベントに伴いネットワークの利用ユーザーが局

所的に集中し、トラヒックが急増した場合、当該イベントに関

連した単語を含むツイート数は増加する。そこで、本稿では、

イベント関連単語を含むツイート数に着目し、非日常的トラ

ヒック変動を予知する。

CbFmethod では、現在のタイムスロットを T としたとき、

タイムスロット T + 1における非日常的トラヒック変動を以下
の手順によって予知する。

まずはじめに、タイムスロット T のイベント関連単語を抽出す

る。ここで、タイムスロット T のイベント関連単語の集合をWT

と表記する。また、タイムスロット iにおいて、WT の要素である

いずれかの単語を含むツイート数を xi,WT と表記する。そして、

過去の観測時系列 xT −s+1,WT , xT −s+2,WT . . . , xT,WT (s ≧ 1)
から、タイムスロット T + 1 における WT を含むツイート数

xT +1,WT を予測する。本稿では、ツイート数を予測するにあ

たり、以下のような単純な予測手法を用いる。まず、xi,WT を

xi,WT = ai + bとしてモデル化する。a, bは、過去の観測時系

列 xT −s+1,WT , xT −s+2,WT . . . , xT,WT に対し最小二乗法を適用

することによって算出される。そして、算出された a, bを用い

て、xT +1,WT は a(T + 1) + bとして得られる。

CbFmethod では、xT +1,WT にもとづき、タイムスロット

T + 1での非日常的トラヒック変動を予知する。現実世界のイ
ベントが発生に伴い、当該イベントを表す単語を含むツイート

数が増加すると、xT +1,WT は増加する。しかしながら、上記で

示した手法では、イベントが発生している間は xT +1,WT が減

少するにも関わらず、非日常的トラヒック変動は発生し続けて

いるという事態が生じる可能性がある。

そこで、CbFmethodでは、以下の条件のいずれか一つを満
たす場合、次タイムスロット T + 1において非日常的トラヒッ
ク変動が発生しているという予知を行う。

• 予測値 xT +1,WT が閾値 β 以上の値となるとき。

xT +1,WT ≧ β (10)

• 非日常的トラヒック変動が現タイムスロット T 以前に既

に予知されており、かつタイムスロット T で実際に非日常的ト

ラヒック変動が発生しているとき。

一つ目の条件は、現実世界のイベントの開始に伴う非日常的ト

ラヒック変動の予知に関連したものであり、xT +1,WT を予知に

用いる。二つ目の条件は、非日常的トラヒック変動が過去に既

に予知されている場合に適用される。トラヒック量が通常に戻

る時、上記の条件によって非日常的トラヒック変動の終了が検

知される。

3. 評 価

本章では、CbFmethodの予知精度を評価する。そして、そ
の評価にもとづき、現実世界のイベントに起因する非日常的ト

ラヒック変動の予兆について考察を行う。

3. 1 評 価 方 法

3. 1. 1 非日常的トラヒック変動の定義

本評価では、非日常的トラヒック変動が発生しているタイム

スロットをトラヒックデータを用いて定義する。しかしながら、

特定の地域から流入したトラヒックの時系列データは取得して

いない。これに対し、対象地域から投稿された位置情報付きツ

イートの総数を用いることによって、非日常的トラヒック変動

を定義する。文献 [11]では、各エリアから得られた位置情報付
きツイート数と、当該エリアからのトラヒック流入量との間に

は、ツイートの投稿後 2時間以内であれば、高い相関が認めら
れることが示されている。そこで、本評価では、対象地域から

のトラヒック量を示す値として、当該地域から投稿された位置

情報付きツイートの総数を用いる。

以下の条件を満たす場合、日付 D のタイムスロット T にお

いて、非日常的トラヒック変動が発生しているものとみなす。

xT,D ≧ xusual
T,D + ϵ (11)

ただし、xT,D は日付Dのタイムスロット T において、対象地

域から投稿された位置情報付きツイートの総数である。xusual
T,D

は日常的トラヒック変動時において対象地域から投稿された位

置情報付きツイート数を表す値であり、ϵはパラメータである。

すなわち、非日常的トラヒック変動が発生しているタイムス

ロットを、日常的トラヒック変動が発生している場合に比べて

ϵ以上多い位置情報付きツイートが投稿されたタイムスロット

と定義する。

xusual
T,D については、日付 D が休日 (土曜日・日曜日・祝日)、

休前日 (金曜日・祝日の前日)・平日 (その他の曜日)に応じて区
分する。すなわち、xusual

T,D は以下によって定義される。

xusual
T,D =


1

|Dh|

∑
d∈Dh xT,d (D is a holiday)

1
|Deve|

∑
d∈Deve xT,d (D is a day before holiday)

1
|Do|

∑
d∈Do xT,d (otherwise)

ただし、 Dh はデータセットに含まれる休日に該当する日付の

集合である。同様に、Deve 及びDo はそれぞれ休前日、平日に

該当する日付の集合である。

本評価では、タイムスロットの長さを 1時間に設定する。
3. 1. 2 パラメータ設定

CbFmethodの評価を行うにあたり、制御パラメータである
u, x, y, z 及び αを設定する必要がある。本評価では、uを 5、
xを 10、 y を 2、 z を 50、αを 6に設定した。

3. 1. 3 データセット

Streaming API では、定義されたフィルタに合致するツイー
トをリアルタイムで取得することができる。そのフィルタの一

つである locationでは、位置情報が付与されたツイートのう
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ち、指定した矩形領域内から投稿されたツイートを取得するこ

とが可能となる。矩形領域を指定する際には、2つの経緯度を
利用する。すなわち、2つの経緯度が頂点となるような矩形領
域内での位置情報付きツイートを取得することが出来る。本研

究では、日本国内で投稿された位置情報付きツイートを収集す

るために、日本国内が収まる矩形領域を示す座標を location
パラメータに設定し、ツイートの収集を行った。なお、位置情

報付きツイートを以降ではツイートとして記述する。

ツイートに付与された位置情報からは、当該位置が含まれる

ような矩形の 4つの頂点の経緯度座標と、その矩形がカバーす
る地域名を取得することが出来る。

本評価では、渋谷駅周辺で投稿されたツイートをデータセッ

トとして用いる。当該ツイートをデータセットに含めるにあた

り、(1)当該ツイートに付与された地域名が渋谷区に合致する、
(2)当該ツイートの投稿位置を示す 4点の座標が渋谷駅を中心
とした 1-km2 の矩形領域内に含まれる、のいずれか一方に当て

はまるツイートを、データセットに含める。

我々の研究グループでは、2016 年 10 月 4 日 から 2016 年
12 月 23 日にかけてツイートの収集を行った。しかしながら、
Streaming APIとのコネクション切断等の通信エラーにより、
下記の期間で投稿されたツイートについては取集できていない。

• 2016年 11月 7日 14:00 - 2016年 11月 7日 17:59
• 2016年 11月 9日 04:00 - 2016年 11月 9日 14:59
• 2016年 11月 22日 06:00 - 2016年 11月 22日 12:59
• 2016年 12月 1 20:00 - 2016年 12月 02日 11:59
上記の期間で投稿されたツイートを用いて評価を行うが、イ

ベント関連単語を抽出する過程において、過去 x日分のツイー

トデータが必要となる。しかしながら、上記で示したように、

ツイートの収集が行われていない期間が存在する。また、xと

して本評価では 10に設定していることから、下記で示す期間
における非日常的トラヒック変動の予知に関して、提案手法の

評価を行う。

• 2016年 10月 14日 00:00 - 2016年 11月 6日 23:59
• 2016年 12月 13日 00:00 - 2016年 12月 23日 23:59
3. 1. 4 比 較 手 法

CbFmethodを評価するにあたり、総トラヒック量のみから
非日常的トラヒック変動を予知する手法 (VbFmethod; Volume
based Forecasting method)を比較手法として用意する。ソー
シャルメディアから抽出された情報を用いて予知を行う手法

と、総トラヒック量のみから予知を行う手法を比較することに

より、ソーシャルメディアデータには、非日常的トラヒック変

動の兆候が含まれていることを確認する。

VbFmethodは過去のトラヒックデータから将来のトラヒッ
クを予測する。本評価では、CbFmethodにおいてツイート数
の予測値を取得した方法と同様に、総トラヒック量の予測値を

取得する。そして、以下の条件が成り立つとき、VbFmethod
は非日常的トラヒック変動を予知する。

x̂T,D ≧ xusual
T,D + ρ (12)

ただし、x̂T,D は日付Dのタイムスロット T における予測総ツ

イート数であり、ρはパラメータである。

本評価では、CbFmethod および VbFmethod はともに、s

を 2 に設定する。すなわち、現タイムスロットを T としたと

き、タイムスロット T − 1と T で得られたツイート数に基づい

て、タイムスロット T + 1の予測値を取得する。
3. 1. 5 評 価 指 標

本評価では偽陰性率 (False Negative Rate; FNR)および偽
陽性率 (False Positive Rate; FPR)を評価指標として用いる。
FNRは以下のように定義される。

FNR = mn

rp
(13)

ただし、 rp は式 (11)を満たすタイムスロット数であり、mn

は式 (11)を満たすタイムスロットのうち、非日常的トラヒッ
ク変動が予知されなかったタイムスロット数である。FPR は
以下のように定義される。

FPR = mp

rn
(14)

ただし、 rn は式 (11)を満たさないタイムスロット数であり、
mp は式 (11)を満たさないタイムスロットのうち、非日常的ト
ラヒック変動が誤って予知されたタイムスロット数である。

トラヒックエンジニアリングにおいて、非日常的トラヒック

変動のすべてを予知できることが望ましい。そこで、本評価で

は、CbFmethod、VbFmethodそれぞれについて FNRが 0と
なるパラメータについて着目する。

3. 2 評 価 結 果

ϵが 70に設定されたときの FNR及び FPRを図 1に示す。
図 1(a)は式 (12)中の ρを変化させたときの VbFmethodの結
果を表しており、図 1(b)は βを変化させたときの CbFmethod
の結果を表している。

図 1(a) に関して、ρ = −91の箇所では、FNRが 0、FPRが
0.9614という結果が得られている。すなわち、VbFmethodは
非日常的トラヒック変動が発生していないタイムスロットのう

ち、96%のタイムスロットで、非日常的トラヒック変動という
誤った予知が行われている。それに対し、図 1(a) の β = 36に
着目すると、FNRが 0、FPRが 0.2927という結果が得られて
いる。この結果からは、CbFmethodが、VbFmethodに比べて
非日常的トラヒック変動の予知精度が高いことを明らかとなっ

た。これは、CbFmethodは、ツイートに含まれる単語からイ
ベント関連単語を抽出し、当該単語を含むツイート数を用いて

予知を行ったためである。

続いて、偽陽性 (FP)が発生した原因について調査するため
に、β が 40のときに、FPが発生したタイムスロットについて
着目したところ、それらのタイムスロットのうち 60%のタイ
ムスロットでは、スパムに含まれる単語がイベント関連単語と

して抽出されたことによって、誤った予知が行われていたこと

を確認した。スパムツイートが急増すると、それらのツイート

に含まれる単語の 1タイムスロットでの出現頻度が急増する。
その結果、CbFmethodは、スパムツイートに含まれた単語を
イベント関連単語と判断し、非日常的トラヒック変動が発生す
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るという誤った予知が行われた。この点に関して、投稿された

ツイートがスパムと判断する解析技術を用いることによって、

スパムの影響による FP の発生は削減することが可能である。
CbFmethodによって解析するツイートのうち、スパムツイー
トを除外することによって、CbFmethodの予知精度は更に向
上すると考えられる。

3. 3 考 察

　現実世界のイベントに起因する非日常トラヒック変動の予

兆について考察する。我々は、現実世界のイベントに関連した

ツイート数は、非日常トラヒック変動の予兆の一つであるとい

う仮説を立てた。そして、その仮説に基づき、非日常トラヒッ

ク変動を予知する CbFmethodを提案した。提案手法を評価し
たところ、総トラヒック量を用いては予知困難であった非日常

的トラヒック変動を提案手法は予知可能であることを示した。

すなわち、非日常的トラヒック変動の予兆は、ソーシャルメ

ディアデータに含まれるということを確認することができた。

ただし、CbFmethodで用いるイベント関連単語を抽出するに
あたり、本稿では示した手法では、現実世界のイベントに関連

したツイートとスパムツイートを区別することはできない。そ

のため、非日常的トラヒック変動の予兆を抽出する過程におい

て、スパム等の影響を除外する必要がある。

4. ま と め

本稿では、ソーシャルメディアデータに含まれる、非日常的

トラヒック変動の予兆について調査を行った。その調査にあた

り、ツイートに含まれたテキスト情報から、非日常的トラヒッ

ク変動の予兆であると推察される単語を抽出する手法について

提案している。加えて、抽出された単語にもとづき、非日常的

トラヒック変動を予知する手法についても提案した。提案した

予知手法を評価したところ、総トラヒック量にもとづく手法で

は予知できなかったトラヒック変動を予知できることが明らか

となった。この評価結果からは、ツイートから抽出された単語

は、非日常的トラヒック変動の予兆であり、トラヒック予測へ

適用した場合に有効であることを確認した。

今後の課題としては、ソーシャルメディアから抽出された非

日常的トラヒック変動の予兆を、トラヒック予測分野へ応用す

ることが挙げられる。
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